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Random facts:

• 27 февраля в России — День Сил специальных операций («День вежливых людей»), а в
мире — Международный день белого медведя

• 27 февраля 425 г. был основан Константинопольский университет (Пандидактерион,
Магнаврская высшая школа), а 27 февраля 1781 г. Екатерина II издала указ о создании в
Санкт-Петербурге «городских школ», первых публичных школ в Российской империи

• 27 февраля 1900 г. были основаны лейбористская партия в Великобритании и
футбольный клуб «Бавария Мюнхен»

• 27 февраля 1921 г. в Вене был основан «Интернационал 2½» (Двухсполовинный
интернационал), Международное рабочее объединение социалистических партий,
которому В.И. Ленин посвятил статью «Новые времена, старые ошибки в новом виде»

• 27 февраля 2004 г. токийский окружной суд вынес смертный приговор главе секты «Аум
Синрикё» Сёко Асахаре, а 27 февраля 2015 г. в Москве был убит Борис Немцов



Байесовский вывод
для гауссиана



Нормальное распределение: фиксируем σ

• На самом деле всё это — байесовский вывод для
нормального распределения:

p(x1, . . . , xn | µ, σ2) ∝
1
σn

exp

(
− 1
2σ2

∑
i

(xi − µ)2

)
.

• Хотим: найти сопряжённое априорное распределение,
подсчитать правдоподобие, решить задачу предсказания.

• Для начала зафиксируем σ2 и будем в качестве параметра
рассматривать только µ.
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Нормальное распределение: фиксируем σ

• Сопряжённое априорное распределение для µ при
фиксированном σ2 тоже нормальное и выглядит как

p(µ | µ0, σ20) ∝
1
σn0

exp

(
− 1
2σ20

(µ− µ0)
2
)
.

• Обычно выбирают µ0 = 0, σ20 →∞ (порой буквально).
• Давайте рассмотрим сначала случай ровно одного
наблюдения x и найдём p(µ | x).
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Нормальное распределение: фиксируем σ

• При нашем априорном распределении у µ и x совместное
нормальное распределение:

x = µ+ σϵ, µ = µ0 + σ0δ, ϵ, δ ∼ N (0, 1).

Упражнение. Пусть (z1, z2) – случайные величины с совместным нормальным
распределением. Докажите, что случайная величина z1 | z2 распределена
нормально с параметрами

E(z1 | z2) = E(z1) +
Cov(z1, z2)
Var(z2)

(z2 − E(z2)) ,

Var(z1 | z2) = Var(z1)−
Cov2(z1, z2)
Var(z2)

(Var(x) = E
[
(x− Ex)2

]
, Cov(x, y) = E [(x− Ex)(y− Ey)]).
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Нормальное распределение: фиксируем σ

• В нашем случае:

x = µ+ σϵ, µ = µ0 + σ0δ, ϵ, δ ∼ N (0, 1),
E(x) = µ0,

Var(x) = E(Var(x | µ)) + Var(E(x | µ)) = σ2 + σ20,

Cov(x, µ) = E [(x− µ0)(µ− µ0)] = σ20.

• Применив упражнение, получаем:

E(µ | x) = µ0 +
σ20

σ20 + σ2
(x− µ0) =

σ20
σ20 + σ2

x+ σ2

σ20 + σ2
µ0,

Var(µ | x) = σ2σ20
σ20 + σ2

=
1

1
σ20

+ 1
σ2

.
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Нормальное распределение: фиксируем σ

• Итого:

p(µ | x) ∼ N
(

σ20
σ20 + σ2

x+ σ2

σ20 + σ2
µ0,

(
1
σ20

+
1
σ2

)−1
)
.

• Опять же, сложные вычисления можно забыть и
пользоваться этими формулами.

• Замечание: часто используют τ = 1
σ2 как параметр

нормального распределения (precision). Тогда

τµ|x = τµ + τ.
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Нормальное распределение: фиксируем σ

• А что, если данных больше, x1, . . . , xn?
• Тогда можно повторить всё то же самое, а можно заметить,
что набор данных описывается своим средним.

Упражнение. Докажите, что если p(xi | µ) ∼ N (µ, σ2) и xi независимы, то

p(x̄ | µ) ∼ N (µ, σ2

n ).
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Нормальное распределение: фиксируем σ

• Для апостериорной вероятности будет

p(µ | x1, . . . , xn) ∝ p(x1, . . . , xn | µ)p(µ) ∝ p(x̄ | µ)p(µ) ∝ p(µ | x̄).

• Подставляя в наш предыдущий результат, получим:

p(µ | x1, . . . , xn) ∼ N
(

σ20
σ20 +

σ2

n
x+ σ2

nσ20 + σ2
µ0,

(
1
σ20

+
n
σ2

)−1
)
.
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Нормальное распределение: фиксируем µ

• Если зафиксировать µ и менять σ2, то сопряжённым
априорным распределением будет обратное
гамма-распределение:

p(σ2 | α, β) ∝ IG(α, β) = βα

Γ(α)
z−α−1 exp

(
−β
z

)
.

• Тогда в апостериорном распределении будет

p(σ2 | x1, . . . , xn, α, β) ∝ IG
(
α+

n
2 , β +

1
2
∑

(xi − µ)

)
.

• А в терминах τ = 1
σ2 будет обычное гамма-распределение:

p(τ | x1, . . . , xn, α, β) ∝ Gamma
(
α+

n
2 , β +

1
2
∑

(xi − µ)

)
.
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Гамма–распределение
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Когда и µ, и σ2 меняются

• Что делать, когда и µ, и σ2 меняются?
• Можно было бы предположить, что µ и σ2 независимы; тогда
просто априорное распределение будет

p(µ, σ | µ0, σ0, α, β) ∝ N (µ0, σ
2
0) · IG(α, β).

• К сожалению, это распределение не будет сопряжённым к
нормальному. Почему?
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Когда и µ, и σ2 меняются

• Что делать, когда и µ, и σ2 меняются?
• Можно было бы предположить, что µ и σ2 независимы; тогда
просто априорное распределение будет

p(µ, σ | µ0, σ0, α, β) ∝ N (µ0, σ
2
0) · IG(α, β).

• К сожалению, это распределение не будет сопряжённым к
нормальному. Почему?

• Потому что µ и σ2 зависимы. :) Новая точка x вводит
зависимость между ними.

• В результате получается распределение Стьюдента.
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Экспоненциальное семейство

• Вообще говоря, всё, о чём мы говорили – частные случаи
экспоненциального семейства распределений:

p(x | η) = h(x)g(η)eη⊤u(x).

• η называются естественными параметрами (natural
parameters).
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Экспоненциальное семейство

• Например, распределение Бернулли:

p(x | µ) = µx(1− µ)1−x = ex lnµ+(1−x) ln(1−µ) =

= (1− µ)eln(
µ

1−µ )x,

и естественный параметр получился η = ln
(

µ
1−µ

)
:

p(x | η) = σ(−η)e−ηx,

где σ(y) = 1
1+e−y – сигмоид-функция.
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Экспоненциальное семейство

• Для мультиномиального распределения с параметрами
µ1, . . . , µM−1 получаются

ηk = ln

(
µk

1−
∑

j µj

)
и

p(x | η) =
(
1+

M−1∑
k=1

eηk
)−1

eη
⊤x.

Упражнение. Проверьте!
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Экспоненциальное семейство

• Так вот, для распределений из экспоненциального семейства

p(x | η) = h(x)g(η)eη⊤u(x)

можно сразу оптом найти сопряжённые априорные
распределения:

p(η | χ, ν) = f(χ, ν)g(η)νeνη
⊤χ,

где χ – гиперпараметры, а g то же самое, что в исходном
распределении.

Упражнение. Проверьте это и получите вышеописанные примеры как частные
случаи.
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Когда и µ, и σ2 меняются

• В настоящем сопряжённом априорном распределении будут:

x | µ, τ ∼ N (µ, τ),

µ | τ ∼ N (µ0,n0τ),
τ ∼ G(α, β).

• Давайте выясним, как изменятся параметры, и заодно
докажем.
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Когда и µ, и σ2 меняются

• Самое простое – это, по уже известным результатам,

µ | x, τ ∼ N
(

nτ
nτ + n0τ

x̄+ n0τ
nτ + n0τ

µ0,nτ + n0τ
)
.

• Затем давайте разберёмся с τ | x:

p(τ, µ | x) ∝ p(τ) · p(µ | τ) · p(x | τ, µ),

и мы хотим это распределение маргинализовать по µ...
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Когда и µ, и σ2 меняются

• Подсчитаем:

p(τ, µ | x) ∝ p(τ) · p(µ | τ) · p(x | τ, µ)

∝ τα−1e−τβ · τ 1
2 e−

n0τ
2 (µ−µ0)

2
· τ n

2 e− τ
2
∑

(xi−µ)2

∝ τα+
n
2−

1
2 e−τ(β+ 1

2
∑

(xi−x̄)2)e−
τ
2 (n0(µ−µ0)

2+n(x̄−µ)2)

(простой трюк: xi − µ = xi − x̄+ x̄− µ).
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Когда и µ, и σ2 меняются

• Теперь надо проинтегрировать∫
µ

e−
τ
2 (n0(µ−µ0)

2+n(x̄−µ)2)dµ.

Упражнение. Проинтегрируйте. :) Должна получиться нормировочная константа

τ−
1
2 e

−nn0τ
2(n+n0)

(x̄−µ0)
2
.
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Когда и µ, и σ2 меняются

• Таким образом, получается апостериорное распределение

p(τ | x) ∝ τα+
n
2−1e−τ

(
β+ 1

2
∑

(xi−x̄)2+
nn0

2(n+n0)
(x̄−µ0)

2
)
.

• Итого результаты такие:

µ | τ, x ∼ N
(

nτ
nτ+n0τ x̄+

n0τ
nτ+n0τ µ0,nτ + n0τ

)
,

τ | x ∼ G
(
α+ n

2 , β + 1
2
∑

(xi − x̄)2 + nn0
2(n+n0) (x̄− µ0)

2
)
.
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Предсказание

• Теперь предсказание нового xnew:

p(xnew | x) =
∫ ∫

Gamma︸ ︷︷ ︸
τ |x

·Gaussian︸ ︷︷ ︸
µ|τ,x

·Gaussian︸ ︷︷ ︸
xnew|τ,µ

dτdµ =

=

∫
Gamma︸ ︷︷ ︸

τ |x

∫
Gaussian︸ ︷︷ ︸

µ|τ,x

·Gaussian︸ ︷︷ ︸
xnew|τ,µ

dτdµ =

=

∫
Gamma︸ ︷︷ ︸

τ |x

·Gaussian︸ ︷︷ ︸
xnew|τ,x

dτ = . . .

• В результате получится распределение Стьюдента.

7



Кластеризация



Суть лекции

• Кластеризация — типичная задача обучения без учителя:
задача классификации объектов одной природы в несколько
групп так, чтобы объекты в одной группе обладали одним и
тем же свойством.

• Под свойством обычно понимается близость друг к другу
относительно выбранной метрики.

8



Чуть более формально

• Есть набор тестовых примеров X = {x1, . . . , xn} и функция
расстояния между примерами ρ.

• Требуется разбить X на непересекающиеся подмножества
(кластеры) так, чтобы каждое подмножество состояло из
похожих объектов, а объекты разных подмножеств
существенно различались.
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Идея

• Есть точки x1, x2, . . . , xn в пространстве. Нужно
кластеризовать.

• Считаем каждую точку кластером. Затем ближайшие точки
объединяем, далее считаем единым кластером. Затем
повторяем.

• Получается дерево.
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Алгоритм

HierarchyCluster(X = {x1, . . . , xn})

• Инициализируем C = X, G = X.
• Пока в C больше одного элемента:

• Выбираем два элемента C c1 и c2, расстояние между которыми
минимально.

• Добавляем в G вершину c1c2, соединяем её с вершинами c1 и c2.
• C := C ∪ {c1c2} \ {c1, c2}.

• Выдаём G.
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Результат

• В итоге получается дерево кластеров, из которого потом
можно выбрать кластеризацию с требуемой степенью
детализации (обрезать на том или ином максимальном
расстоянии).

• Всё ли понятно?
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Результат

• В итоге получается дерево кластеров, из которого потом
можно выбрать кластеризацию с требуемой степенью
детализации (обрезать на том или ином максимальном
расстоянии).

• Всё ли понятно?
• Остаётся вопрос: как подсчитывать расстояние между
кластерами?
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Single-link vs. complete-link

• Single-link алгоритмы считают минимум из возможных
расстояний между парами объектов, находящихся в кластере.

• Complete-link алгоритмы считают максимум из этих
расстояний

• Какие особенности будут у single-link и complete-link
алгоритмов? Чем они будут отличаться?
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Очевидный алгоритм

• Нарисуем полный граф с весами, равными расстоянию
между объектами.

• Выберем некий предопределённый порог расстояния r и
выбросим все рёбра длиннее r.

• Компоненты связности полученного графа — это наши
кластеры.
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Минимальное остовное дерево

• Минимальное остовное дерево — дерево, содержащее все
вершины (связного) графа и имеющее минимальный
суммарный вес своих рёбер.

• Алгоритм Краскала (Kruskal): выбираем на каждом шаге
ребро с минимальным весом, если оно соединяет два
дерева, добавляем, если нет, пропускаем.

• Алгоритм Борувки (Boruvka).
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Кластеризация

• Как использовать минимальное остовное дерево для
кластеризации?
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Кластеризация

• Как использовать минимальное остовное дерево для
кластеризации?

• Построить минимальное остовное дерево, а потом
выкидывать из него рёбра максимального веса.

• Сколько рёбер выбросим, столько кластеров получим.
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DBSCAN

• Идея: кластер – это зона высокой плотности точек,
отделённая от других кластеров зонами низкой плотности.

• Алгоритм: выделяем core samples, которые сэмплируются в
зонах высокой плотности (т.е. есть по крайней мере n
соседей, других точек на расстоянии ≤ ϵ).

• Затем последовательно объединяем core samples, которые
оказываются соседями друг друга.

• Точки, которые не являются ничьими соседями, — это
выбросы.
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Birch

• Идея: строим дерево (CF-tree, от clustering feature), которое
содержит краткие описания кластеров и поддерживает
апдейты.

• CFi = {Ni,LSi,SSi}: число точек в кластере CFi,
LSi =

∑
x∈CFi

xi (linear sum), SSi =
∑

x∈CFi
x2i (sum of squares).

• Этого достаточно для того, чтобы подсчитать разумные
расстояния между кластерами.

• А также для того, чтобы слить два кластера: CFi аддитивны.
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Birch

• CF-дерево состоит из CFi; оно похоже на B-дерево,
сбалансировано по высоте. Кластеры – листья дерева, над
ними “суперкластеры”.

• Добавляем новый кластер, рекурсивно вставляя его в
дерево; если от этого число элементов в листе становится
слишком большим (параметр), лист разбивается на два.

• А когда дерево построено, можно запустить ещё одну
кластеризацию (любым другим методом) на полученных
“мини-кластерах”.
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Алгоритм EM



Постановка задачи

• Часто возникает ситуация, когда в имеющихся данных
некоторые переменные присутствуют, а некоторые —
отсутствуют.

• Даны результаты сэмплирования распределения
вероятностей с несколькими параметрами, из которых
известны не все.
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Постановка задачи

• Эти неизвестные параметры тоже расцениваются как
случайные величины.

• Задача — найти наиболее вероятную гипотезу, то есть ту
гипотезу h, которая максимизирует

E[lnp(D|h)].
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Частный случай

• Построим один из простейших примеров применения
алгоритма EM. Пусть случайная переменная y сэмплируется
из суммы двух нормальных распределений. Дисперсии даны
(одинаковые), нужно найти только средние µ1, µ2.

• Какое тут правдоподобие? Как его оптимизировать?
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Два распределения

• Нельзя понять, какие yi были порождены каким
распределением — классический пример скрытых
переменных.

• Один тестовый пример полностью описывается как тройка
⟨yi, zi1, zi2⟩, где zij = 1 iff yi был сгенерирован j-м
распределением.
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Суть алгоритма EM

• Сгенерировать какую-нибудь гипотезу h = (µ1, µ2).
• Пока не дойдем до локального максимума:

• Вычислить ожидание E(zij) в предположении текущей гипотезы
(E–шаг).

• Вычислить новую гипотезу h′ = (µ′
1, µ

′
2), предполагая, что zij

принимают значения E(zij) (M–шаг).
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В примере с гауссианами

• В примере с гауссианами:

E(zij) =
p(y = yi|µ = µj)

p(y = yi|µ = µ1) + p(y = yi|µ = µ2)
=

=
e−

1
2σ2

(yi−µj)
2

e−
1

2σ2
(yi−µ1)2 + e−

1
2σ2

(yi−µ2)2
.

• Мы подсчитываем эти ожидания, а потом подправляем
гипотезу:

µj ←
1
m

m∑
i=1

E(zij)yi.

• Звучит логично, но с какой стати это всё работает?
• Разберёмся в следующий раз...
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Спасибо!

Спасибо за внимание!
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